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摘要:目的　 通过最大 Lyapunov 指数( the
 

largest
 

Lyapunov
 

exponents,LLE)计算慢性前庭综合征( chronic
 

vestibular
 

syndrome,CVS)患者运动的非线性特征,并通过机器学习算法验证分类模型的有效性。 方法　 使用三维运动捕捉

系统捕捉受试者的关节运动轨迹,通过 LLE 判断混沌态,计算混沌轨迹的特征作为输入,采用 ID3 决策树、
Adaboost、C45 决策树、贝叶斯分类、朴素贝叶斯、支持向量机 7 种分类器进行分类。 结果 　 共有 16 个关节点的

17 组轨迹处在混沌态,实验组运动轨迹的平均能量、增强波长、峰度表现出显著性差异(P<0. 05),ID3 决策树分类

器表现出了最优性能,预测精度、召回率、F1 分数均为 100% 。 结论　 混沌特征可能包含了 CVS 患者更多的个性差

异,能够提高机器学习算法识别的准确性。 研究结果可为 CVS 患者的早期识别和运动康复提供参考。
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Abstract:
 

Objective　 To
 

calculate
 

the
 

nonlinear
 

features
 

of
 

motion
 

in
 

patients
 

with
 

chronic
 

vestibular
 

syndrome
 

(CVS)
 

using
 

the
 

largest
 

Lyapunov
 

exponent
 

( LLE),
 

and
 

to
 

verify
 

the
 

classification
 

model’ s
 

validity
 

through
 

machine
 

learning
 

algorithms.
 

Methods　 A
 

three-dimensional
 

(3D)
 

motion
 

capture
 

system
 

was
 

used
 

to
 

capture
 

the
 

joint
 

motion
 

trajectories
 

of
 

the
 

subjects,
 

which
 

were
 

determined
 

using
 

the
 

LLE.
 

The
 

features
 

of
 

the
 

chaotic
 

trajectories
 

were
 

calculated
 

as
 

the
 

input,
 

and
 

seven
 

classifiers,
 

namely
 

the
 

ID3
 

decision
 

tree,
 

Adaboost,
 

C45
 

decision
 

tree,
 

Bayesian
 

classification,
 

Naive
 

Bayes,
 

and
 

support
 

vector
 

machine,
 

were
 

used
 

for
 

classification.
 

Results　 A
 

total
 

of
 

17
 

sets
 

of
 

trajectories
 

from
 

16
 

joints
 

were
 

in
 

the
 

chaotic
 

state,
 

and
 

the
 

average
 

energy,
 

enhanced
 

wavelength,
 

and
 

kurtosis
 

of
 

the
 

motion
 

trajectories
 

in
 

the
 

experimental
 

group
 

showed
 

significant
 

differences
 

( P < 0. 05 ) .
 

The
 

ID3
 

decision
 

tree
 

classifier
 

showed
 

optimal
 

performance
 

with
 

100%
 

prediction
 

accuracy,
 

recall,
 

and
 

F1 -score.
 

Conclusions 　 Chaotic
 

features
 

may
 

contain
 

high
 

personality
 

differences
 

in
 

patients
 

with
 

CVS
 

and
 

can
 

improve
 

the
 

accuracy
 

of
 

machine
 

learning
 

algorithms
 

for
 

recognition.
 

These
 

findings
 

provide
 

a
 

reference
 

for
 

early
 

identification
 

and
 

motor
 

rehabilitation
 

of
 

patients
 

with
 

CVS.
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　 　 国际疾病分类中将慢性前庭综合征( chronic
 

vestibular
 

syndrome,CVS) 描述为一种持续数月至

数年的慢性眩晕、头晕或不稳的临床综合征,一般

包括提示持续性前庭系统功能障碍的特征(如视

振荡、眼球震颤、步态不稳) [1] 。 步态不稳是 CVS
患者的一类主要表现,然而目前关于 CVS 患者的

定量步态研究较少。 有研究者使用 Berg 平衡量

表、动态步态指数( dynamic
 

gait
 

index,
 

DGI) 等量

表得分表示 CVS 患者与正常人的显著性差异[2-3] 。
但也有研究指出,DGI 得分在前庭疾病受试者的

评分者间可靠性中等,由于缺乏强大的可靠性,目
前应谨慎使用 DGI[4] 。 因此,这部分传统参数在

CVS 患者中的使用存在一定争议。 慢性眩晕并没

有对所有运动行为产生影响,CVS 患者为了适应

眩晕症状采取必要的代偿措施,这可能会使步态

分析结果的解释显著复杂化,并且具有明显的个

体差异[5] ,故通过传统的线性分类很难得到理想

的效果。
临床步态分析会产生大量的高维、强变异性、

非线性数据[6] 。 对步态非线性动力学的评估有助

于了解运动控制[7-8] 、疾病影响以及退行性改变。
这种评估最常用的方法是最大 Lyapunov 指数( the

 

largest
 

Lyapunov
 

exponents,LLE),它量化了 n 维状

态空间中轨迹发散或收敛的速率,当 LLE>0 时,运
动系统处于混沌态。 混沌是自然界中普遍存在的

现象,具有随机性、局部不稳定性、初始条件敏感

性、长期不可预测性和全局有界性。 在运动过程

中,混沌现象可能会增加失稳的概率。 鉴于此,本
文引入基于系统的 LLE,用来判断相应的运动系统

的局部稳定性。 区别于传统的线性分类方法,机器

学习更善于处理高维非线性分类任务。 近年来,随
着人工智能技术的发展,机器学习在临床实践中取

得了长足应用,在一些分类任务中表现出比人类更

加高效的能力[9-12] 。
本文通过机器学习算法来识别 CVS 患者的运

动差异。 首先,通过 LLE>0 作为运动轨迹处于混

沌态的标志,计算混沌轨迹的特征;采用 ID3 决策

树、Adaboost、C45 决策树、贝叶斯分类、朴素贝叶

斯、支持向量机 7 种分类器,以期能够找到最佳性

能分类器,为 CVS 患者的早期识别和运动康复提

供依据。

1　 研究方法

1. 1　 研究对象

　 　 CVS 实验组,男性 7 例,女性 8 例,年龄(68. 47±
4. 86)

 

岁;健康老年人对照组,男性 7 例,女性 8 例,
年龄(67. 93±5. 01)

 

岁。 本研究通过北京市科学技

术研究院智慧养老研究所医学伦理委员会审批,所
有受试者在实验前签署实验知情同意书。

纳入与排除标准:①
 

所有受试者年龄均不小于

60 岁;②
 

按照国际疾病分类标准( ICD-11:AB32),
医生对受试者的纳入资格进行审查;③

 

根据受试者

的自我报告,所有受试者无影响行走的神经系统疾

病,没有严重影响行走的肌肉骨骼疾病,不需要助

行器。
1. 2　 实验方案

　 　 在机器学习算法辅助下,计算老年人在起立行

走返回( timed
 

up
 

and
 

go,TUG)过程中运动轨迹特

征。 首先, 通过利用 Motion 三维运动捕捉系统

(Motion
 

Analysis 公司,美国)记录运动轨迹,采样频

率为 60
 

Hz,并通过巴特沃斯滤波工具进行去噪处

理;通过 LLE 判断混沌态;提取处于混沌态的组;计
算参数特征;将特征输入到机器学习模型进行分类

(见图 1)。

图 1　 技术路线图

Fig. 1　 Technology
 

roadmap

1. 3　 数据处理

　 　 高维数据中的很大一部分特征不包含有用信

息,保留这些冗余特征可能会使准确分类疾病患者

更具挑战性[13] 。 此外,高维特征会显著增加后续管

道优化阶段的运行时间,损害模型的最终性能。 因

此,通过计算 LLE 来判断轨迹的状态[14] 。 考虑以
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下灵敏度分析的微分方程:
du( t)

dt
= f(u( t),p) (1)

式中:u( t)为具有初始条件 u( t)t = 0 = u0 的一维运

动轨迹向量;
 

f 为依赖于控制参数 p 的非线性一维

向量。 对式(1)轨迹的无穷小扰动进行描述:
dv( t)

dt
= ∂f(u( t),p)

∂u
v( t) (2)

运动系统中,LLE 由规则‖v( t) ‖ = eLLE·T‖
 

v( t0 ) ‖
控制,并且可以被视为无穷大时间 t 的函数。 利用

这一 规 则, 它 可 以 用 时 间 平 均 变 量 ϕ( t) =
ln‖v( t)‖

t
=lim

t→∞
ϕ( t) 的极限来描述:

LLE =lim
t→∞

ln‖v( t)‖
t

=lim
t→∞

ϕ( t) (3)

1. 4　 机器学习

　 　 对于特征选择来说,其主要目的是消除所有冗

余和高度相关的特征,并将提取的特征空间缩小到

一个更小的子集,该子集具有高度的分布性和信息

量,以确保较高的分类性能[15] 。 Too 等[16]总结了信

号的增强波长(enhanced
 

wave
 

length,EWL)、平均能

量(average
 

power,AP)、峰度( Kurtosis) 等 40 组特

征,参照其算法,本文对运动轨迹的 40 组特征进行

计算。
不同的分类器适用于不同的应用场景,本文选

用适用于小样本分类 7 种分类器,分别为 ID3 决策

树、Adaboost、 C45 决策树、贝叶斯分类、朴素贝叶

斯、随机森林、支持向量机。
对于每个数据集,随机将整个数据集分成训

练、验证和测试集(80% 用于训练和验证,20% 用于

测试)。 然后将训练验证集作为输入,在测试集上

进行验证:

precise = TP
TP + FP

recall = TP
TP + FN

F1 = TP
TP + (FP + FN) / 2

(4)

式中:Precise 为预测精度,表示分类器对阴性样本

的识别能力,Precision 越高,模型对阴性样本的识别

能力越强;Recall 为召回率,表示分类器对阳性样本

的识别能力,Recall 越高,模型对阳性样本的识别能

力越强;F1 分数表示两者的加权平均值,F1 越高,
说明分类器性能越好;TP 为正确分类为阳性的阳性

样本数;FP 为错误分类为阳性的阴性样本数;TN 为

正确分类为阴性的阴性样本数;FN 为错误分类为

阴性的阳性样本数。

2　 研究结果

　 　 本研究使用的机器学习、统计分析方法均在

Matlab
 

R2022b ( MathWorks 公 司, 美 国 ) 软 件 下

实现。
2. 1　 混沌计算结果

　 　 LLE 是量化步态稳定性的有效方法,LLE 越大,
表示这个运动系统越不稳定[17] 。 若输入维度的分

类特征越明显,则其解释性越强。 本文结果表明,
头顶点、前额、后脑等 16 个关节点的 17 组数据处在

混沌态(LLE>0),见图 2。

图 2　 CVS 患者步态轨迹的混沌态

Fig. 2　 Chaotic
 

state
 

of
 

the
 

trajectory
 

for
 

CVS
 

patients
注:1-头顶点,2-前额,3-头后部枕骨上缘点,4-右肩峰,
5-肩胛骨下缘点,6-右肘关节,7-右腕关节,8-左肩峰,
9-左腕关节,10-右侧髂前上棘,11-骶骨上缘,12-右股

骨中点,13-左胫骨外侧髁,14-右足跟,15-左股骨中点,
16-左足跟。

2. 2　 特征计算结果

　 　 差异性检验使用双样本 t 检验,结果通过 Fisher
最小显著差异法[18] 进行多重校正。 特征差异有统

计学意义的水平为 0. 05。 平均能量参数反映了等

长步态信号的能量分布情况[19] 。 峰度参数是表征

非平稳信号非常有用的统计参数[20] 。 由图 3 轨迹

参数计算结果可见,CVS 患者步态信号的平均能

量、加强波长、峰度均显著小于健康老年人 (P <
0. 05)。 本文认为,受到慢性眩晕的影响,CVS 患者

的步行过程可能采取了更谨慎的模式。
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图 3　 轨迹参数计算结果

Fig. 3　 Calculation
 

results
 

of
 

trajectory
 

parameters　
(a)

 

Average
 

energy,
 

(b)
 

Enhanced
 

wave
 

length,
 

(c)
 

Kurtosis

注:∗P<0. 05,∗∗P<0. 001。

2. 3　 分类器性能比较

　 　 7 种分类器的预测性能结果表明,ID3 表现出

了最佳的分类性能,在实验组和对照组中的准确率

均为 100% ;朴素贝叶斯分类性能次之,在对照组和

实验组中均为 93. 3% ;贝叶斯分类和支持向量机的

性能较差(见表 1)。 本研究使用的特征为非连续性

值,不同分类器在处理此类任务中的鲁棒性表现各

异。 决策树算法是一种逼近离散值目标函数的方

法[21] ,ID3 作为广泛使用的监督学习决策树算法,其
可靠性在疾病分类的研究中也取得了良好的效果。

表 1　 分类器性能

Tab. 1　 Performance
 

of
 

the
 

classifiers 单位:%

分类器
对照组 实验组

精度 召回率 F1
 精度 召回率 F1

 

ID3 100 100 100 100 100 100
AdaBoost 85. 71 80 82. 76 81. 25 86. 67 83. 87

C45 100 86. 67 92. 86 88. 24 100 93. 75
贝叶斯分类 —

 

—
 

0 50 100 66. 67
朴素贝叶斯 93. 33 93. 33 93. 33 93. 33 93. 33 93. 33
随机森林 100 80 88. 89 83. 33 100 90. 91

支持向量机 61. 54 53. 33 57. 14 58. 82 66. 67 62. 50

3　 讨论

　 　 本文提出了一种用于 CVS 患者分类的机器学习

模型,并进行实验验证。 该方法通过 LLE 来筛选混

沌轨迹,有效滤除了分类贡献度较低的数据,在此基

础上使用具有显著性差异的 3 个特征作为输入,采用

了 7 种分类器进行性能比较。 计算结果表明,在实验

组和对照组中 ID3 分类器都表现了很好的性能,特征

计算结果具有很好的解释性,符合现有研究对 CVS
的认识,为丰富人工智能在 CVS 患者的数据分析问

题上的应用提供了有价值的信息和工具。

Yoneda 等[22]研究指出,前庭疾病患者通过躯

干和头部向右倾斜实现姿态平衡。 从实验结果来

看,CVS 组患者头顶点、前额、后脑位置运动轨迹的

LLE>0,表示头部具有明显的局部不稳定性。 头部

不稳既是 CVS 患者的一类明显征状,同时也会因为

头部的运动加剧或者引发眩晕[23] 。 Pauwels 等[24]

研究也认为,若眩晕患者在步行过程中伴随着头部

的水平、垂直方向运动,会显著影响其步行速度,导
致不稳定性增加。

从预测方法来看,眩晕诊断中最常用的机器学

习模型包括决策树、支持向量机、深度学习等[25] 。
Hu 等[26]针对眩晕患者,通过步态时空及行走稳定

性特征,以加速度均方根、谐波比、幅度变异性、步
幅 / 步幅规律性和步态对称性等参数作为特征,利
用随机森林作为分类器取得了 83. 9% 的准确率。
Zhang 等[27]使用同样的特征,利用支持向量机取得

了 78% 的准确率。 为此,为了提高分类准确率,本
研究扩展了分类器的使用以及特征选择,以期能够

得到更高的准确率。 结果显示,ID3 决策树表现出

了良好的分类性能,优于先前的分类任务。
本研究的局限性在于需要考虑进一步扩大样

本数量、纳入不同类型前庭疾病患者和有助于提高

预测性能的特征变量。 并且,有研究提出了 Open-
Box 方法,可提高模型的可解释性,作为黑盒算法的

性能基准[28] 。

4　 结论

　 　 考虑到运动运动轨迹的非线性特性,本文使用

LLE 进行混沌判别,计算混沌轨迹的参数特征,并通

过机器学习算法对 CVS 患者进行识别。 结果表明,
CVS 实验组头顶点、前额、后脑等位置的运动轨迹

均处于混沌态,实验组运动轨迹的平均能量、加强

波长、峰度特征与对照组具有显著性差异;以此为

输入,ID3 决策树表现出了良好的分类性能。 计算

结果较好解释了 CVS 患者的运动特征,为 CVS 患者

的早期识别和运动康复提供了较为可靠的工具。
利益冲突声明:无。
作者贡献声明:海子睿负责实验数据分析和论

文撰写;吕子阳负责实验设计验证与核实;马英楠

负责实验方法设计和研究项目管理;高星负责实验

结果可视化。
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